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RESUMO - A gestdo eficiente dos recursos hidricos no semidrido brasileiro exige projecdes
hidrologicas confiaveis, especialmente em bacias intermitentes e vulneraveis como a do rio Pianco,
na Paraiba. Este trabalho avaliou a aplicagdo de uma rede neural profunda Long Short-Term Memory
(LSTM) para prever os volumes mensais de precipitacdo em quatro estagdes da referida bacia.
Utilizou-se uma série historica de dez anos (2013 a 2023) para treinamento e calibragdo, projetando-
se 0s cenarios para o ano de 2024. A arquitetura foi otimizada com trés camadas profundas, funcao
Huber Loss e mecanismo de Early Stopping. Os resultados evidenciaram que o modelo capturou de
forma consistente a variabilidade sazonal, acompanhando as transi¢cdes hidroclimatologicas locais
sem apresentar overfitting. O desempenho visual foi validado estatisticamente, destacando-se a
estacdo 737071 com o melhor nivel de ajuste (R* = 0,883). Embora tenha ocorrido a subestimacao
inerente de picos extremos, as magnitudes residuais mantiveram-se contidas. Conclui-se que o
modelo LSTM univariado atua como uma ferramenta viavel para subsidiar o planejamento estratégico
do abastecimento e a alocacdo de outorgas na regido.

ABSTRACT- Efficient water resource management in the Brazilian semi-arid region requires
reliable hydrological projections, especially in vulnerable intermittent basins like the Pianc6 River in
Paraiba. This study evaluated the application of a deep Long Short-Term Memory (LSTM) neural
network to predict monthly precipitation volumes across four stations within this basin. A ten-year
historical series (2013 to 2023) was used for training and calibration, forecasting scenarios for the
year 2024. The architecture was optimized with three deep layers, Huber Loss, and an Early Stopping
mechanism. Results showed that the model consistently captured seasonal variability, tracking local
hydroclimatological transitions without exhibiting overfitting. Visual performance was statistically
validated, with station 737071 achieving the best fit (R*> = 0.883). Although the inherent
underestimation of extreme peaks occurred, residual magnitudes remained well-contained. It is
concluded that the univariate LSTM model acts as a viable tool to support strategic water supply
planning and water rights allocation in the region.

Palavras-Chave — Modelagem Preditiva; Redes Neurais LSTM; Recursos Hidricos.
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1. INTRODUCAO

A gestao eficiente dos recursos hidricos ¢ um dos maiores desafios no semiarido brasileiro,
uma regido caracterizada por sua extrema variabilidade climatica espacial e temporal, com rios
predominantemente intermitentes e altas taxas de evapotranspiragdo (Felix e Paz, 2016). Inserida
nesse contexto de vulnerabilidade, a bacia do rio Piancé, no estado da Paraiba, desempenha um papel
estratégico para a seguranca hidrica regional, sendo a principal formadora do complexo de
reservatorios Coremas-Mie d'Agua. Trata-se de uma 4rea ambiental e socialmente sensivel, onde a
ocorréncia de anomalias e teleconexdes climaticas agrava frequentemente os episddios de secas
severas e prolongadas (Reis, 2015). Essa escassez estrutural gera intensos conflitos pelo uso da agua,
tornando a gestdo de outorgas e o planejamento do abastecimento tarefas altamente complexas e
estritamente dependentes de projecdes hidroldgicas confiaveis (Santos et al., 2024).

A modelagem hidrologica em bacias intermitentes, como a do Pianco, esbarra na escassez de
dados e nas limitagdes dos modelos tradicionais diante de processos fisicos irregulares (Felix e Paz,
2016). Nesse cenario, a inteligéncia artificial destaca-se na modelagem de fendmenos extremos (Bui
et al., 2019). Redes Neurais Long Short-Term Memory (LSTM) mostram-se altamente eficazes por
reterem a memoria sequencial de longo prazo, superando os modelos conceituais na predi¢do de
niveis d'dgua (Kim et al., 2022). A versatilidade das LSTMs ¢ comprovada tanto na previsdo de
inundacdes em bacias brasileiras (Machado et al., 2024) quanto na modelagem de baixo fluxo (Sahoo
et al., 2019), fator essencial para o manejo de rios intermitentes.

Apesar dessa consolidagdo, ha uma lacuna metodoldgica na adaptacdo dessas arquiteturas a
forte estocasticidade da precipitacdo do semidrido nordestino. A auséncia de previsdes precisas gera
extrema incerteza para os 6rgaos gestores, comprometendo diretamente a emissao de outorgas € o
controle de vazdes ecoldgicas. Consequentemente, essa deficiéncia analitica inviabiliza o
planejamento preventivo, perpetuando a vulnerabilidade hidrica das popula¢des urbanas e do setor
agropecuario diante de anos secos ou falhas na alocagdo de recursos.

Portanto, o objetivo deste artigo ¢ avaliar a aplicagdo de um modelo preditivo, estruturado em
uma arquitetura profunda de redes neurais, para a previsao da precipitacdo em 4 postos de
monitoramento da Bacia do Rio Pianco. A pesquisa utiliza uma série historica de 10 anos (2013 a
2023) para projetar os volumes mensais do ano de 2024. Adicionalmente, o estudo visa demonstrar
como o ajuste da escala temporal para o nivel mensal, aliado a uma janela de memoria sazonal, eleva
a precisao das previsdes, oferecendo uma ferramenta tecnologica viavel de suporte a tomada de

decisdo para a gestdo de recursos hidricos no Nordeste brasileiro.

XVIII Simpésio de Recursos Hidricos do Nordeste 2
XVII Encontro de Recursos Hidricos em Sergipe



, ‘ XVUIIL  asriido
JiVskHNe
B ——F ?ﬁﬂ?’f??ﬁﬁ:szﬁi-ﬁféﬁ? ENREHSE

2. MATERIAIS E METODOS

2.1. Area de estudo e banco de dados
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A area de estudo compreende a bacia do rio Piancd, localizada no estado da Paraiba, conforme

a Figura 1, uma regido de extrema relevancia estratégica e vulnerabilidade climatica, atuando como

a principal formadora do complexo de reservatorios Coremas-Mae d'Agua. Para a modelagem e

analise espacial desta bacia, a fonte que permitiu a obten¢do dos dados foi a Agéncia Nacional de

Aguas e Saneamento Bésico (ANA). Por meio de suas plataformas oficiais, Metadados da ANA e

HidroWeb, realizou-se o download do limite vetorial da bacia hidrogréafica, bem como das séries de

precipitacao das estagdes monitoradas utilizadas no treinamento da rede.

Rio Grande do Norte
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Figura 1 — Mapa de localizagdo da bacia do rio Pianco.

FONTE: Autoria propria, (2026).

As estacoes escolhidas sao descritas na Tabela 1.

Tabela 1 — Estacdes analisadas

Caodigo Nome da Estacao Latitude Longitude Periodo de dados
737022 Agua Branca -7,5117 -37,6367 2013-2023
737065 Catingueira -7,1283 -37,6083 2013-2023
737071 Passagem -7,1364 -37,0475 2013-2023
738077 Curral Velho -7,5383 -38,1992 2013-2023
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FONTE: Autoria propria, (2026).

2.2. Rede Neural Recorrente Long And Short Term Memory — LSTM

Para o processamento da série temporal, adotou-se o modelo Long Short-Term Memory
(LSTM), proposto por Hochreiter ¢ Schmidhuber (1997a). Esta arquitetura supera o problema de
dissipagdo do gradiente tipico de Redes Neurais Recorrentes (RNNs) ao utilizar de um Carrossel de
Erro Constante, que mantém o sinal de erro preservado dentro da célula de cada unidade da rede
(Hochreiter ¢ Schmidhuber, 1997b).

Nesse modelo, as células atuam como redes recorrentes independentes. A versao classica da
arquitetura (vanilla LSTM) ¢ composta pela célula de memoria, responsdvel por reter valores sobre
intervalos de tempo arbitrarios, € por um conjunto de portas (gates) nao-lineares que regulam o fluxo
de informacdes. Estas portas dividem-se em: porta de entrada (input gate), porta de saida (output gate)
e porta de esquecimento (forget gate), conforme a Figura 2. Esta Gltima ndo fazia parte da proposi¢ao
original da rede, tendo sido introduzida posteriormente por Gers et al. (2000) para permitir que a rede

consiga redefinir e "esquecer" o seu proprio estado.

Bloco LSTM

h(t-1)
Saida Ant.

Output Gate (o)
Funcédo Sigmoide

Candidato (C)
Fungdo Tanh

Input Gate (i)
Funcdo Sigmoide
Forget Gate (f)
Funcdo Sigmoide

% hy
Hova Saida

.

-l

x(t)
Entrada

Cit-1)
Memoria Ant.

cit)
Nova Memoria

Figura 2 — Ilustrac@o da arquitetura de uma célula de LSTM.

FONTE: Autoria propria, (2026).

O fluxo direto de processamento (forward pass) em um bloco de memodria LSTM envolve uma
série de operacdes matriciais recursivas, descritas pelas seguintes etapas:
1. Entrada do Bloco: Atualiza-se o componente de entrada combinando o dado atual x(t) e a

saida da unidade LSTM no passo anterior y(t-1):

z(t) = g(Wox(t) + Ryy(t — 1) + by) (1)
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2. Porta de Entrada: Determina-se a ativacdo da porta de entrada e quais informacgdes

candidatas devem ser adicionadas ao estado da célula:
() =cWix(®) + Ryt —1) +p; ©Oct—1)+by) (2)

3. Porta de Esquecimento: O modelo decide quais informagdes devem ser descartadas do

estado anterior da célula c(t-1):

@) = a(Wrx(t) + Rey(t — 1) +p; O c(t — 1) + by) (3)

4. Atualizagdo da Célula: O novo estado da célula c(t) ¢ computado através da combinacao

dos valores filtrados pelas portas de entrada e de esquecimento:
c®)=z@) Qi) +ct-1) O f(®) (4)

5. Porta de Saida: Avalia-se o estado atual para definir qual parte da informagdo compora a

saida:
o(t) = a(Wox(t) + Ryy(t — 1) + p, © c(t) + b,) ()

6. Saida do Bloco: Finalmente, calcula-se a saida final da unidade combinando o estado

filtrado da célula com a ativagdo da porta de saida:

y() = g(c(®) © o(t) (6)

Nas formulagdes acima, W e R representam as matrizes de pesos, b € o vetor de viés (bias), p

designa as conexdes peephole (Gers e Schmidhuber, 2000), e o simbolo (© denota a multiplicacao

ponto a ponto. As ativagdes ndo-lineares sdo regidas pela fungdo sigmoide logistica a(x) para as

portas de controle, ¢ pela tangente hiperbolica g(x) = tanh(x) para as entradas e saidas do bloco.

2.3. Preparacio do modelo, dos dados e definicio dos hiperparametros

Os dados mensais (2013—2023) foram tratados em Python (Pandas) e a rede foi implementada

via TensorFlow, destinando 70% da série para treinamento e 30% para calibragdo. O ano de 2024 foi

reservado exclusivamente para a validagdo. A arquitetura final (Tabela 2) foi definida com trés
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camadas profundas (128-128-64), fun¢do Huber Loss, otimizador Adam e um mecanismo de Early
Stopping (Patience = 15) para evitar overfitting. O desempenho foi avaliado estatisticamente

utilizando o Erro Absoluto Médio (MAE), Erro Quadratico Médio (MSE), Raiz do Erro Quadratico
Médio (RMSE) e o Coeficiente de Determinagao (R?).

Tabela 2 — Hiperparametros utilizados no modelo

Hiperparametro Valor adotado
Arquitetura 3 Camadas LSTM
Unidades 128-128-64
Lookback 12
Epochs 100
Batch Size 16
Split Treino Val 0,7
Dropout 0,1
Funcéo de ativagao Relu
Optimizer Adam
Loss Function Huber
Patience 15

FONTE: Autoria propria, (2026).

3. RESULTADOS

A andlise de convergéncia da funcdo de perda (Figura 3) demonstrou a estabilidade e alta
capacidade de generalizagdo da rede. A fungdo Huber Loss garantiu o decaimento inicial do erro sem
que o modelo fosse desestabilizado pelos extremos pluviométricos. O comportamento assintdtico das
curvas, aliado ao mecanismo de parada antecipada, confirmou o mapeamento real das nao-

linearidades do rio Pianco, mitigando o overfitting.
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Figura 3 — Evolug@o do erro de treinamento ¢ validacdo ao longo das épocas para as quatro estagdes pluviométricas

analisadas.

FONTE: Autoria propria, (2026).

A Figura 4 ilustra os resultados da validagdo externa do modelo para o ano de 2024. Observa-

se que a rede reproduziu a variabilidade sazonal da bacia do rio Pianc6, acompanhando as transi¢des

entre os periodos chuvosos e de estiagem. Embora modelos LSTM tendam a atuar subestimando picos

pluviométricos extremos em prol da minimizagao do erro global, a agregagdo temporal para a escala

mensal atenuou essa limitagdo. As projeg¢des apresentaram concordancia com os dados observados,

simulando de forma consistente os ciclos de alta e baixa precipitagdes nas estacdes monitoradas.

Precipitagao (mm}

Projecdo Hidrolgica Mensal (2024) - Estagdo Estacao737022

—— Preripitacéo Observada
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Figura 4 — Comparativo entre a precipitagdo mensal observada e a simulada pelo modelo LSTM para o ano de 2024.

FONTE: Autoria propria, (2026).

A avaliagdo quantitativa do modelo ¢ detalhada pelos indicadores estatisticos da Tabela 3. O
Coeficiente de Determinagdo demonstra que a rede obteve o melhor ajuste nas estacdes 737071 e
738077, conseguindo explicar, respectivamente, 88,3% e 83,4% da variancia dos dados observados.
A estacdo 737065 apresentou um desempenho intermediario (R? = 0,796), enquanto a estagao 737022
registrou o menor indice de correlagdo (R? = 0,592). Esse comportamento isolado na estagdo 737022
reflete o impacto matematico de predigdes que subestimam picos pluviométricos extremos em meses
singulares, reduzindo a pontuagdo geral da métrica de correlagdo linear. No dimensionamento das
magnitudes residuais, a estacdo 737071 registrou os menores desvios, com Erro Absoluto Médio

(MAE) de 13,68 mm e RMSE de 20,95 mm. Nas esta¢des 738077, 737065 e¢ 737022, o MAE foi de
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27,71 mm, 36,67 mm e 38,01 mm, respectivamente. O distanciamento numérico observado entre os

valores de MAE e RMSE (que atinge o maximo de 53,42 mm na estacdo 737022) evidencia a

sensibilidade do RMSE em penalizar erros residuais mais altos ocorridos durante a quadra chuvosa.

Tabela 3 — Resultados das métricas

Estacao MAE MSE RMSE R?

737022 38,015 2854,673 53,4291 0,592
737065 36,677 2642,806 51,408 0,796
737071 13,687 438,914 20,950 0,883
738077 27,710 1388,619 37,264 0,834

FONTE: Autoria propria, (2026).

4. CONSIDERACOES FINAIS

O presente estudo demonstrou a eficacia da arquitetura de redes neurais LSTM na previsdo de
precipitagdo mensal para a bacia do rio Piancd. A adog¢ao da fungdo Huber Loss e do mecanismo de
parada antecipada garantiu um aprendizado estavel, mitigando o risco de overfitting e permitindo que
o algoritmo mapeasse satisfatoriamente a forte variabilidade sazonal e as nao-linearidades inerentes
ao regime pluviométrico do semiarido. Apesar da tendéncia matematica do modelo em atuar
subestimando picos extremos, as métricas estatisticas atestaram o bom desempenho global da rede,
com destaque para o ajuste alcancado na estacdo 737071 (R? = 0,883). Conclui-se que a agregacao
dos dados para a escala mensal reduziu os ruidos temporais de curto prazo, validando a aplicabilidade
do algoritmo. Assim, a rede LSTM estrutura-se como uma ferramenta tecnoldgica promissora e viavel
de suporte a tomada de decisdo, sendo capaz de reduzir incertezas no planejamento do abastecimento

e aprimorar significativamente a gestdo de outorgas no Nordeste brasileiro.
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