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RESUMO - Este estudo avaliou a viabilidade do desenvolvimento de uma Rede Neural
Convolucional (CNN) para o mapeamento de pequenos reservatorios na regido semiarida brasileira,
utilizando a bacia hidrografica do Rio Sangue, localizada no Estado do Ceard, como estudo de caso.
Essa bacia hidrografica apresenta uma alta densidade de pequenos reservatorios e conta com um
mapeamento manual detalhado, tornando-a uma area ideal para esta analise. Foram testadas diferentes
configuragdes de dados de entrada, ¢ o melhor desempenho foi alcan¢ado utilizando os valores
médios anuais das bandas VV e VH do Sentinel-1 combinados com um Modelo Digital de Elevagao.
Essa configuracao atingiu uma acuracia geral de 80% e permitiu a identificagdo de aproximadamente
1.000 reservatorios anteriormente ndo mapeados. Apesar de sua alta precisdo, a CNN apresentou
limitagdes na deteccdo completa de reservatorios afetados pela eutrofizagdo. Nesses casos, areas
cobertas por vegetacdo flutuante eram frequentemente classificadas como terra em vez de agua.
Embora preliminares, os resultados demonstram que técnicas de aprendizado de maquina combinadas
com dados de sensoriamento remoto representam uma abordagem promissora para o mapeamento e
monitoramento de pequenos reservatorios na regido semiarida brasileira.

ABSTRACT - This study evaluated the feasibility of developing a Convolutional Neural
Network (CNN) for mapping small reservoirs in the Brazilian semiarid region, using the Riacho do
Sangue watershed, located in Ceara State, as a case study. This watershed contains a high density of
small reservoirs and benefits from a detailed manual inventory, making it an ideal area for this
analysis. Different input data configurations were tested, and the best performance was achieved
using the annual mean values of the Sentinel-1 VV and VH bands combined with a Digital Elevation
Model (DEM). This configuration reached an overall accuracy of 82% and enabled the identification
of approximately 1,000 previously unmapped reservoirs. Despite its high accuracy, the CNN showed
limitations in fully detecting reservoirs affected by eutrophication. In these cases, areas covered by
floating vegetation were often classified as land rather than water. Therefore, future studies should
include a larger number of eutrophic reservoirs in the training dataset to improve the network’s ability
to recognize such patterns and increase mapping accuracy. Although preliminary, the results
demonstrate that machine learning techniques combined with remote sensing data represent a
promising approach for mapping and monitoring small reservoirs in the Brazilian semiarid region.
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1- INTRODUCAO

E esperado que o Brasil seja um dos paises mais vulneraveis aos impactos das mudangas
climaticas, cenario que se intensifica significativamente na regido semiarida do Nordeste (Marengo
et al., 2020). As projegdes indicam que esta area, historicamente caracterizada por baixa
disponibilidade hidrica, enfrentarda uma redu¢do do periodo chuvoso e a elevacdo das perdas
evaporativas devido ao aumento das temperaturas médias. Isso implicara em uma maior pressao sobre

os recursos hidricos, elevando o risco de secas mais intensas e prolongadas.

Associado a esse contexto, as populacdes locais do semidrido nordestino dependem
intrinsecamente de reservatorios de pequeno e médio porte, também conhecidos como agudes, para
suprir suas demandas hidricas basicas (Pereira et al., 2025). Contudo, a maioria dessas estruturas
foram construidas informalmente, sem regulagdo e ndo sdo monitoradas por o6rgdos publicos. A
auséncia de um mapeamento sistematico e completo desses reservatdrios na maioria dos estados da
regido faz com que o seu real impacto hidroldégico permaneca desconhecido (Ribeiro Neto et al.,
2022; Ribeiro Net al., 2024). Essa proliferacdo de pequenos agudes ndo monitorados pode interferir
diretamente no balango hidrico regional, pois eles retém o escoamento superficial e afetam a recarga

dos reservatorios estratégicos situados a jusante, podendo induzir ou prolongar eventos de seca.

Para mitigar esses riscos e subsidiar uma gestao de recursos hidricos mais holistica e eficiente,
torna-se estratégico o desenvolvimento de metodologias que permitam o monitoramento operacional
dessas redes de reservatorios. Estudos anteriores tém demonstrado que metodologias que combinam
aprendizado de maquina (Machine Learning) com imagens de satélite t€m se mostrado eficientes para
a identificagdo de padrdes espaciais especificos, tais como: identificagdo de dgua, mapeamento de
areas irrigadas e mapeamento de culturas agricolas (Latif et al., 2022; Bem et al., 2021; Wang et al.,
2020). Neste sentido, este trabalho tem como objetivo geral apresentar uma metodologia capaz de
identificar pequenos agudes na regido semiarida do Brasil a partir técnicas de aprendizado de
maquinas, redes neurais convolucionais (CNN) e imagens de satélite do tipo SAR (Synthetic Aperture
Radar). Para viabilizar a aplicagdo pratica da metodologia, foi adotado como estudo de caso a bacia
hidrografica do Riacho do Sangue, localizada no estado do Ceara. A escolha desta bacia justifica-se
estrategicamente por se tratar de uma das regides com maior densidade e concentragdo de acudes no
territorio cearense e, fundamentalmente, por ja dispor de um mapeamento detalhado dessas estruturas,

servindo como uma base de calibragdo e validagdo ideal para o modelo proposto.
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2 - AREA DE ESTUDO

Aplicamos nossa analise a bacia hidrografica do Riacho do Sangue (1.368 km?), que faz parte
da bacia hidrografica do rio Jaguaribe (75.000 km?) e esta localizada no estado do Ceara, no Brasil
(Figura 2). A precipitacdo média anual e a evapotranspiragdo potencial na bacia hidrografica do
Riacho do Sangue sdo, respectivamente, 740 mm e 2.300 mm (1981-2019). Um complexo cristalino
associado a solos rasos limita a ocorréncia de aquiferos nessas regidoes. Consequentemente, em
combinacdo com as caracteristicas meteoroldgicas, todos os rios da regido sdo intermitentes (de
Aratijo & Bronstert, 2016; Fontenele et al., 2014). A 4rea de estudo possui trés reservatorios que sao
gerenciados e operados por 6rgaos governamentais: Barragem do Riacho do Sangue, Barragem do
Tigre e Barragem do Jenipapeiro. Suas capacidades maximas de armazenamento sao,
respectivamente, 58,43 hm?, 3,51 hm? e 14,59 hm?. A Fundagdo Cearense de Meteorologia e Recursos
Hidricos (Funceme) realizou um mapeamento detalhado da pequena acudagem e constatou que

existem cerca de 2450 agudes de pequeno porte que nao sao monitorados (Lima et al., 2025).

3 - METODOLOGIA

Para alcangar o objetivo de desenvolver uma metodologia capaz de conduzir um mapeamento
automatico de pequenos acudes no semiarido nordestino, foi utilizado uma abordagem baseada em
aprendizado profundo (deep learning) associado com produtos de sensoriamento remoto. Assim, foi
proposto a utilizagdo de uma Rede Neural Convolucional (CNN) capaz de preservar feigdes espaciais
detalhadas associadas com estratégias de modelagem matematica para compensar o
desbalanceamento de classes de uso e ocupacdo do solo tipico da paisagem da regido.
3.1 - Dados Utilizados

A 1identificagdo continua de corpos d'dgua no semidrido ¢ frequentemente dificultada pela alta
cobertura de nuvens durante a quadra chuvosa que além de potencialmente impedir a visualizagao de
corpos hidrico, produz regides de sombra que apresentam resposta espectral semelhante a 4dgua
quando utilizado imagens oOticas convencionais (Souza et al., 2022). Para contornar essa limitacao, o
optou-se por utilizar como dados de entrada imagens do sensor de Radar de Abertura Sintética (SAR)
da constelacdo Sentinel-1. Foram utilizadas as polarizagdes cruzadas (VH) e co-polarizada (VV),
cujos coeficientes de retroespalhamento (backscatter) sdo sensiveis a rugosidade da superficie e a
constante dielétrica, permitindo um forte contraste entre os espelhos d'agua e o solo ou vegetacao
adjacente.

Além das bandas SAR, incorporou-se a CNN um Modelo Digital de Elevagdo (DEM) como a
terceira dimensao (canal) dos dados de entrada. Esta varidvel atua como uma referéncia espacial para

a rede neural, ajudando a eliminar falsos positivos ao contextualizar o relevo. Isso permite, por
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exemplo, que o modelo distinga de forma inteligente entre um trecho de rio que se pereniza durante
a estacdo chuvosa de um agude com formato mais retilineo.
3.2 - Arquitetura Da Rede Neural Convolucional

As Redes Neurais Convolucionais (CNNs) sdo uma classe de algoritmos de aprendizado
profundo projetada primariamente para o processamento de dados multidimensionais, como imagens.
Seu funcionamento baseia-se no uso de filtros matematicos (convolugdes) que varrem a matriz de
entrada para extrair automaticamente caracteristicas espaciais, tais como bordas, texturas e formas
complexas. Neste estudo, adotou-se uma arquitetura do tipo Encoder-Decoder (Codificador-
Decodificador). A codificagdo reduz as dimensdes da imagem para abstrair a semantica ¢ o contexto,
ou seja, a CNN aprende o que estd sendo mostrado na imagem. Ja decodificacdo simétrica expande e
reconstroi a resolugdo espacial para determinar onde os alvos a serem classificados estdo localizados.
Isso permite uma classificacdo precisa, pixel a pixel. Por exemplo, se vocé alimenta no treinamento
dessas redes como dados de entrada imagens Sentinel 1 e como saida de treinamento um mapa de uso
e ocupagdo do solo, a rede primeiro aprende (semantica e contexto) as caracteristicas de cada classe
e depois passa a ter a capacidade (decodificacdo simétrica) de identificar essas classes em outras
imagens.

Como os pequenos agudes ndo ocupam grande espago nas imagens Sentinel 1, algumas
modificagdes foram feitas para evitar o seu desaparecimento nos mapas de caracteristicas muito
profundos da rede. A etapa de contragdo (Encoder) foi modificada para realizar a reducdo de
dimensionalidade espacial apenas uma vez. A arquitetura foi estruturada da seguinte forma:

* Bloco Codificador 1: Duas camadas convolucionais sequenciais de 3x3 com 64 filtros, cada
uma seguida por Normalizacao em Lote e funcao de ativagao ReLU. O bloco ¢ finalizado com uma
camada de Max Pooling de 2x2, reduzindo a resolucdo espacial pela metade.

* Bloco Codificador 2: Composto por duas convolucdes de 3x3 com 128 filtros (Batch Norm e
ReLU). Diferente de arquiteturas tradicionais, a camada de pooling foi omitida neste bloco para
preservar o possivel numero reduzido de pixels dos pequenos corpos d'agua.

* Gargalo (Bottleneck): Duas camadas convolucionais de 3x3 com 256 filtros, intercaladas por
uma camada de Dropout com taxa de retencao de 70% (abandono de 30%), inserida para atuar como
regularizador estrutural e prevenir o sobreajuste (overfitting).

* Bloco Decodificador: A recuperagdo da resolugdo espacial ¢ iniciada com uma camada de
convolucdo transposta. Como o Bloco 2 ndo aplicou redugdo espacial, a primeira transposi¢ao foi

ajustada com passo (stride) 1. A reconstrucdo final para as dimensdes originais de entrada ocorre no
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segundo decodificador por meio de uma convolucdo transposta de 2x2. Ambas as etapas de
transposicao sao seguidas por camadas convolucionais de refinamento.
» Camada de Saida: Uma convolugdo de 1x1 mapeia os 64 canais resultantes para o numero
total de classes. A classificacao final por pixel é computada por uma camada Softmax, que gera um
mapa de probabilidades para as classes observadas. A classe final ¢ entdo escolhida sendo a com

maior probabilidade encontrada.

3.2.1 — Pré-Processamento E Normalizacao Dos Dados

Para garantir a estabilidade numérica e acelerar a convergéncia do modelo durante o
treinamento, os dados de entrada foram submetidos a um processo de padronizagdo estatistica (z-
score normalization). A normalizagdo foi aplicada de forma independente para cada canal fisico da
imagem. A média global e o desvio padrao de cada banda foram calculados em todo o conjunto de
treinamento. Em seguida, cada pixel foi ajustado subtraindo-se a média de sua respectiva banda e
dividindo-se pelo desvio padrao. Este procedimento mitigou o impacto de diferentes escalas de
amplitude entre os dados de radar e os dados topograficos do DEM, assegurando que todas as
variaveis de entrada contribuissem de forma equilibrada para o célculo dos gradientes. Os rotulos de
treinamento (mdascaras de segmentacdo) foram convertidos para matrizes categoricas,

compreendendo trés classes principais de interesse para o cendrio: terra, rio € agua/acgudes.

3.2.2 — Compensac¢io Do Desbalanceamento De Classes

A paisagem do semiarido impde um severo desbalanceamento de classes, onde a caatinga e o
solo exposto (Land) dominam majoritariamente a cena, enquanto os rios € agudes representam uma
fracdo minima dos pixels. Para impedir que a rede fosse enviesada em favor da classe majoritaria,
adotou-se uma fungdo de perda de Entropia Cruzada Ponderada. Os pesos foram calculados de forma
inversamente proporcional a frequéncia empirica de cada classe no conjunto de dados
(aproximadamente 90% para Terra, 4% para rio e 6% para agudes). O vetor de pesos foi normalizado
e integrado diretamente na dimensao de canais da fun¢do de perda. Desta forma, erros de classificagao

cometidos sobre pixels de agua ou rios foram penalizados com rigor significativamente maior do que

falsos negativos em areas de terra firme.
3.2.3 — Otimizac¢ao E Hiperparametros De Treinamento

O treinamento da rede foi conduzido utilizando o otimizador Adam (Adaptive Moment

Estimation). A fim de garantir um refinamento suave dos pesos nas épocas finais do treinamento,
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implementou-se um escalonamento de taxa de aprendizado decrescente em degraus. A taxa de
aprendizado inicial foi de 0,001, com um fator de redugdo de 0,5 aplicado a cada 15 épocas. O
tamanho do mini-lote (mini-batch size) foi configurado para 64 amostras, visando reduzir o custo
computacional e a introdu¢@o de ruido estocastico necessario para evitar a convergéncia para minimos
locais indesejados. O modelo foi treinado por um total de 50 épocas, com embaralhamento completo

dos dados (shuffle) a cada iteracao, garantindo a generalizagao geométrica e espectral da rede.

As amostras para o treinamento correspondem a 20% da 4rea de estudo. A avaliacdo da acuracia
da rede foi avaliada considerando os 80% nao utilizados para o treino em que verificou-se a rede foi
capaz de identificar os agudes mapeados previamente pela FUNCEME. Além disso, analisou-se

visualmente se a rede foi capaz de identificar agudes nado mapeados por essa instituigao.

4 - RESULTADOS E DISCUSSOES

Foram testadas seis configura¢des de dados de entrada para o treinamento das redes, variando
a utilizagdo combinada das bandas VH ¢ VV da missao Sentinel-1 ¢ do Modelo Digital de Elevagao
(DEM): VH; VV; VH+VV; VH+DEM; VV+DEM; e VH+VV+DEM. No presente trabalho, serdo
apresentados apenas os melhores resultados obtidos, correspondentes a rede que utilizou ambas as
bandas do Sentinel-1 associadas ao DEM. A Figura 1 apresenta um histograma com a distribui¢do do
nimero de acudes identificados por intervalo de éarea superficial, bem como a acuricia na
identifica¢do dessas estruturas. Neste estudo, a acuracia foi definida como a razao entre o numero de
acudes identificados pela CNN e o numero de agudes identificados pela FUNCEME em cada classe

de area.

Na Figura 1a, observa-se que cerca de 68% dos acudes possuem area superficial inferior a 1 ha.
Como esses reservatorios sao de pequeno porte, espera-se que permanegam secos durante grande
parte do ano, o que dificulta sua identificagdo por meio de produtos de sensoriamento remoto. Ainda
assim, a CNN foi capaz de identificar aproximadamente 70% dessas estruturas (Figura 1b). Para as
demais classes de agudes, observa-se uma acuracia média em torno de 80%, indicando que o uso de
técnicas de aprendizado de maquina associadas a produtos de sensoriamento remoto de alta resolugao,
como as imagens Sentinel-1, apresenta potencial para constituir uma solucdo vidvel para o
mapeamento desse tipo de estrutura na regido semiarida do Nordeste brasileiro. A acuracia global da
CNN que utilizou as duas bandas do Sentinel-1 em conjunto com informacdes do DEM foi de 82%,
enquanto a mesma arquitetura, sem a inclusao de informacdes topograficas, alcangou uma acuracia
de 75%. Esse resultado indica que a incorporagdo do DEM contribui positivamente para o

aprendizado da rede, principalmente na diferenciacdo entre trechos de rios e agudes.
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Figura 1 — Histograma da distribui¢do das areas dos acudes mapeados pela melhor CNN (a) e acuracia da melhor CNN

no mapeamento de agudes.

A Figura 2 apresenta exemplos do nivel de detalhamento do mapeamento obtido pela rede que
apresentou o melhor desempenho. Observa-se que a CNN foi capaz de delimitar adequadamente as
zonas de transi¢do entre solo umido e agua. Isso ¢ evidenciado pela identificacdo individual de uma
sequéncia de agudes em cascata, que ndo foram agrupados como um Unico reservatorio, apesar da
proximidade espacial entre eles. A precisdo do detalhamento do mapeamento gerado pela CNN
também pode ser observada na sua capacidade de identificar novos agudes (poligonos rosa com
tracejado). Além disso, a Figura 2 evidencia uma limita¢do da versdo atual da CNN, que tende a ndo
identificar adequadamente areas de dgua cobertas por vegetacdo flutuante, fendmeno comum na
regido em decorréncia de processos de eutrofizacdo (setas verdes). Para futuros trabalhos sera
necessario testar a introducdo nos arquivos de treinamento mais casos especificos de agudes
eutrofizados para que a CNN aprenda esse padrdo espectral e espacial. Espera-se, assim, que a rede
passe reconhecer areas cobertas por vegetacdo flutuante como parte do corpo hidrico, aumentando a

precisdo do mapeamento desses reservatorios.
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Figura 2 — Amostra do desempenho da melhor CNN no mapeamento de agudes.

5 - CONCLUSAO

Nesse estudo foi avaliado a viabilidade do desenvolvimento e uma rede neural convolucional
(CNN) voltada para o mapeamento de pequenos agudes para regido semidrida do Brasil com base em
dados da missao espacial Sentinel 1 informagdes topograficas. Considerou-se como estudo de caso a
bacia hidrografica do riacho do Sangue, localizada no Cear4d. Essa bacia apresenta uma alta
concentragdo de pequenos acudes e dispde de um mapeamento manual detalhado dessas estruturas,

sendo assim uma area de estudo ideal para conduzir tal andlise.
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Foram testadas diferentes configuragdes de dados de entrada para o treinamento da CNN e
conclui-se que o melhor desempenho foi obtido para a rede que utilizou como variaveis de entrada os
valores médios anuais das bandas VV e VH do Sentinel 1 e o modelo digital de elevagao da regido.
Essa configuragdo alcancou uma acurdcia geral de 82% e possibilitou a identificagdo de
aproximadamente 1000 novos acudes ndo contemplados no mapeamento original. Ainda que a
acuracia tenha sido alta, a rede teve dificuldade de mapear por completo os acudes com alta
eutrofizagdo. Nesses casos, areas cobertas por vegetacdo flutuante foram frequentemente
classificadas como terra em vez de dgua. Para futuros trabalhos ¢ indicado que seja modificada a
metodologia de treinamento das redes para incluir mais agudes com essas caracteristicas a fim de
garantir que a CNN aprendera a identificar com mais precisdo padrdes de agudes eutrofizados. Dessa
forma, recomenda-se que trabalhos futuros incorporem um maior nimero de exemplos de acudes
eutrofizados nos conjuntos de treinamento, de modo a aprimorar a capacidade da CNN de reconhecer
esse padrdo e aumentar a precisdo do mapeamento dessas estruturas. Os resultados obtidos sdo
preliminares, mas indicam que a utilizag@o de técnicas de aprendizado de maquina associadas a dados
de sensoriamento remoto ¢ uma abordagem promissora para 0 mapeamento € o monitoramento de

pequenos acudes na regido semiarida do Brasil.
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