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PREVISAO DE NiVEL HIDROLOGICO NA BACIA DO JAGUARAO COM
XGBOOST E ANALISE SHAP DE IMPORTANCIA DE VARIAVEIS
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INTRODUCAO

No Rio Grande do Sul, inundagdes causam perdas humanas e econdmicas em escala crescente: o
evento de maio de 2024 destruiu 9.300 residéncias e gerou prejuizos estimados em R$ 87 bilhdes,
com quase 200 obitos (Collischonn et al., 2025; Marengo et al., 2024). A bacia do Jaguardo, na
fronteira com o Uruguai, apresenta historico recorrente de cheias que atingem Jaguardo e Arroio
Grande. Sistemas de previsao com antecedéncia de 1 a 2 dias permite acionar protocolos de evacuacao
antes que a cota critica seja atingida.

Modelos de aprendizado de maquina (ML), em especial XGBoost e Random Forest, tém superado
abordagens hidroldgicas classicas em previsdes de séries temporais (Chen e Guestrin, 2016). O
obstaculo central ¢ que esses modelos funcionam como caixas-pretas, limitando sua aceitagao
operacional por gestores de risco (Zounemat-Kermani e Kheimi, 2026). Métodos de Inteligéncia
Artificial Explicavel (XAI), em especial os valores SHAP (Lundberg e Lee, 2017), permitem verificar
se o modelo aprendeu relagdes fisicamente plausiveis, conectando desempenho estatistico a
interpretagdo hidrolégica (Wei et al., 2024; Bezerra et al., 2026). Este trabalho treina e avalia modelos
XGBoost e Random Forest para prever a cota diaria na estacdo 88300000 (rio Jaguardo) e aplica
analise SHAP para validar a consisténcia fisica dos modelos.

DADOS E METODOLOGIA

Foram consolidadas séries horarias de dados hidrométricos e meteoroldgicos da bacia do Jaguarao
(2007-2024), provenientes das redes INMET (A827, A836), ANA(88300000) ¢ CEMADEN
(430130501A). A variavel-alvo € a cota didria na estacao 88300000. O preenchimento de falhas foi
realizado com KNN (k=5), toda a série original foi preservada. A engenharia de features produziu 37
variaveis preditoras em cinco grupos: (1) memoria hidroldgica, lags de 1, 2, 7, 14, 30 dias e médias
moveis de 7, 14, 30 dias; (ii) tendéncia, delta de cota em 1 e 7 dias; (iii) precipitagdo acumulada em
janelas de 1, 3, 7, 30 e 90 dias; (iv) dados da estacao upstream 88260000, vazao e cota com lags de
1-3 dias; (v) variaveis temporais ciclicas. A analise abrange dois periodos independentes: 2017-2021
(1.657 registros) e 2015-2020 (2.006 registros).

Os modelos XGBoost (n=200, max_depth=7, 1Ir=0,1) e Random Forest (n=200, max_depth=15)
foram avaliados com divisdo temporal estrita 80%/20%: os primeiros 80% em ordem cronoldgica
constituem o treino e os ultimos 20% o teste, eliminando vazamento de informagao futura. O
StandardScaler foi ajustado exclusivamente nos dados de treino. A validag¢do cruzada temporal usou
TimeSeriesSplit com 5 dobras. A interpretabilidade foi avaliada por importancia por ganho
(XGBoost), importancia por permutacao (Random Forest) e valores SHAP (Molnar, 2022).

RESULTADOS

Os modelos apresentaram desempenho elevado nos dois periodos (Figura 1; Tabela 1). Para 2017-
2021, o XGBoost registrou R>=0,9937, RMSE=4,05 cm, MAE=1,74 cm e MAPE=1,57%; o Random
Forest obteve R?=0,9909, RMSE=4,86 cm ¢ MAPE=2,03%. Para 2015-2020, o XGBoost alcangou
R2=0,9968, RMSE=3,69 cm e MAPE=2,08%, com o0 Random Forest em R>=0,9874, RMSE=7,31 cm
e MAPE=2,98%. O CV R? temporal (TimeSeriesSplit, 5 dobras) variou de 0,942 a 0,982,
confirmando que os resultados ndo sao produto de overfitting. O XGBoost superou consistentemente
o Random Forest, com erros absolutos abaixo de 2,12 cm em ambos os periodos.
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Periodo Modelo R? RMSE (cm) MAE (cm) MAPE (%)
2017-2021 XGBoost 0,9937 4,05 1,74 1,57
Random Forest 0,9909 4,86 2,28 2,03
2015-2020 XGBoost 0,9968 3,69 2,11 2,08
Random Forest 0,9874 7,31 3,03 2,98

Tabela 1 — Desempenho dos modelos XGBoost e Random Forest (split temporal 80/20, sem remogdo de outliers).

Fonte: elaboragdo propria.
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Figura 1. Dispersdo cota observada vs. cota prevista pelo XGBoost (conjunto de teste, ultimos 20% em
ordem cronologica) para os periodos 2017-2021 e 2015-2020. Linha tracejada: concorddncia perfeita
(1:1). Fonte: elaboragdo propria.

A andlise de importancia de features revelou padrdes fisicamente coerentes (Figura 2). Em 2017—
2021, cota_lag 1 concentra a maior fragdo da importancia por ganho, com contribui¢des secundarias
de cota ma 7 e delta cota 1d. Em 2015-2020, emerge co-dominancia entre cota lag 1 e
cota_ ma 7, a média mével de 7 dias ganha peso equivalente em periodos com maior diversidade
hidrolégica. A importancia por permutacdo (Random Forest) confirma cota_lag 1 como preditor
dominante em ambos os periodos.

Impertancia de Features — XGBoost {Ganho)
Periodo 2017-2021

Periodo 2015-2020

cota_lag_1
cota ma_7

delta_cota_ld

cota_86260_lag_1 {2

cota_fag 2

cata_lzg_14 {0

cota_ma_14 {o.

delta_cota_70 {025%

deita_vazan_1a

cota_ma_30 {0.1%

cota_leg_30

vaza0_Jag_1 100
cota_lag_7 {0

vazan_lag2_x_cota_lagl {0.0

cota_B8250 siope

o.0%

20

40
Importancia (%}

60

80

cota_lag_1
cota_ma_7
deita_cota_1d

cota_lag_2

deita_cota_7d o

cota_lag_14 4 0.1

cota_lag_30

cota_88260_lag_1 { 0.1

cota_lag 7 4 02%

della_vazao 1d

a1%

sin_day_of_year 40 1%

cota_ma_30

o0%

vazao_ma_7 40.0%

cota_range_30d

o.0%

10 20 30 40
Importancia (%)

50

Figura 2. Importdncia de features pelo método de ganho (XGBoost) para os periodos 2017-2021 (esq.) e
2015-2020 (dir.). Em 2017-2021, cota_lag I domina; em 2015-2020, co-domindncia com cota_ma_7.
Fonte: elaboragdo propria.

A anilise SHAP (Figura 3) confirma a interpretagio fisica. Cota_lag 1 alto (vermelho) gera
contribuigdes SHAP positivas expressivas, o modelo aprendeu a inércia hidroldgica. O
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delta_cota_1d positivo eleva a previsio (rio em subida — mais provavel de continuar subindo); a
cota_ma_7 funciona como ancora de médio prazo. A cota_88260_lag 2, nivel upstream com 2
dias de atraso, aparece com importancia positiva, capturando o tempo de viagem hidrulico entre
as estagdes (~14,4 km, 48 h). Esse alinhamento entre estatistica e fisica viabiliza o uso operacional
do modelo em gestio de risco (Bezerra et al., 2026).

SHAP Summary — XGBoost — Periodo 2017-2021 (conjunto de teste)
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Figura 3. SHAP Summary Plot — XGBoost, periodo 2017-2021 (conjunto de teste, split temporal). Posi¢do
horizontal: magnitude e direcdo da contribui¢do, cor: valor da feature (vermelho=alto, azul=baixo). Fonte:
elaboragdo propria.

CONCLUSOES

O XGBoost superou o Random Forest em ambos os periodos, com R?>0,993, RMSE entre 3,69 e
4,05 cm e MAPE<2,1%. Resultados obtidos com dados completos e validados com split temporal
estrito, garantindo auséncia de vazamento de informagao e confiabilidade para uso operacional.

A feature cota lag 1 foi o preditor dominante, confirmando a forte autocorrelacdo do nivel do
Jaguardo. Em 2015-2020, cota_ma_7 atingiu importancia equivalente, mostrando que a tendéncia de
médio prazo € critica em horizontes de maior variabilidade.

Os valores SHAP revelaram relagdes fisicas plausiveis: cota_lag 1 alto — previsio alta;
delta_cota_1d positivo — tendéncia de alta; cota_88260_lag_2 — tempo de viagem hidriulico de
48 h capturado autonomamente pelo modelo. Esse alinhamento entre desempenho e fisica valida
a interpretabilidade do modelo para uso em sistemas de alerta operacionais (Bezerra et al., 2026).
Trabalhos futuros incluirdo extensio para as bacias do Camaqui e Guaiba e incorporagio de
precipitagio por ensemble.
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