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RESUMO --- Este artigo descreve a aplicação de três modelos de otimização estocástica implícita
para o desenvolvimento de regras mensais de operação de um reservatório no semiárido paraibano.
Operações do sistema através das regras construídas obtêm melhor desempenho do que as conduzidas
por programação dinâmica estocástica e simulação padrão além de serem semelhantes aos resultados
operacionais de um modelo de otimização determinística sob previsão perfeita.

ABSTRACT --- This paper deals with the application of three implicit stochastic optimization models
to define monthly reservoir operating rules. The case study is located in a semiarid region of the state
of Paraíba, Brazil. Operations of the system by the generated rules show better performance than
those conducted by stochastic dynamic programming and standard simulation. They are also similar
to the operational results obtained by a deterministic optimization model based on perfect forecasts.
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1 – INTRODUÇÃO

A operação de reservatórios é geralmente norteada pelas chamadas curvas-guias, as quais defi-
nem os requisitos sazonais de armazenamento e estipulam as ações que devem ser tomadas condicio-
nadas ao estado atual do sistema. Curvas-guia são tipicamente construídas por modelos de simulação,
que fornecem as respostas do reservatório à políticas de operação pré-estabelecidas. Como usual-
mente existe uma grande quantidade de alternativas possíveis, técnicas de otimização podem auxiliar
na identificação da melhor solução uma vez que incluem um conjunto de procedimentos que exami-
nam implicitamente todas as alternativas de decisão em busca da escolha ótima (Yeh 1985).

Na utilização destes tipos de modelos, a consideração da incerteza das vazões afluentes ao
reservatório torna-se importante quando os valores médios esperados não são apropriados para repre-
sentar condições hidrológicas altamente variáveis ou quando as afluências não podem ser previstas
com acurácia para um período relativamente longo. Nestes casos, o problema é tipicamente tratado
pela programação dinâmica estocástica (PDE), um tipo de otimização estocástica explícita (OEE) que
incorpora modelos probabilísticos de vazão diretamente no problema de otimização.

A despeito das muitas décadas de pesquisa destinadas à aplicação destas técnicas na operação
de reservatórios, muitos operadores ainda são adversos ao uso de PDE ou OEE por serem procedi-
mentos matematicamente complexos e mais difíceis de serem compreendidos em comparação com
os de simulação (Labadie 2004). Dessa forma, recentes pesquisas vêm sendo realizadas utilizando
os chamados processos de otimização estocástica implícita (OEI) e de parametrização-simulação-
otimização (PSO) que, além de serem capazes de incorporar a estocasticidade das afluências e de
fornecer curvas-guia, são mais simples matematicamente do que os de OEE (Celeste e Billib 2009).

OEI usa um modelo de otimização determinística para operar o reservatório perante vários
cenários igualmente possíveis de afluências e em seguida examina o conjunto de resultados ótimos
obtidos a fim de construir as curvas-guia (Mehta e Jain 2009; Mousavi et al. 2007; Farias et al. 2006;
Celeste et al. 2005; Willis et al. 1984). PSO, por sua vez, otimiza diretamente uma regra de operação
pré-definida determinando os parâmetros ótimos da regra por meio de estratégias heurísticas a partir
de resultados de simulação estocástica (Momtahen e Dariane 2007; Peixoto 2006; Bravo 2006; Chang
et al. 2005; Koutsoyiannis e Economou 2003). Dessa forma, a maioria dos aspectos estocásticos do
problema, incluindo as correlações espacial e temporal das afluências, são incluídos implicitamente.

Este artigo apresenta a aplicação de três modelos baseados em OEI e PSO na determinação
de regras operacionais mensais de um reservatório paraibano e os compara com procedimentos de
simulação e de programação dinâmica estocástica.

2 – MATERIAL E MÉTODOS

2.1 – Modelos de otimização estocástica implícita

A otimização estocástica implícita, também chamada de otimização Monte Carlo, emprega um
modelo de otimização determinística a fim de encontrar as alocações ótimas do reservatório em consi-
deração para vários cenários distintos de vazões afluentes. Tais cenários podem ser obtidos a partir de
registros históricos (se houver disponibilidade de séries suficientemente longas) mas são usualmente
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Figura 1 – Otimização estocástica implícita

gerados sinteticamente por modelos estatísticos. Para cada uma das realizações de afluência, uma
política de operação diferente é encontrada. O conjunto de todas as políticas operacionais é então
examinado de forma a construir regras de alocação para o reservatório (Figura 1).

Normalmente, os dados são agrupados por mês (janeiro até dezembro) e é determinada uma
correlação entre a liberação do reservatório em função do armazenamento inicial e do volume afluente
esperado. Dependendo da dispersão dos dados, a política operacional para o mês pode ser uma
simples equação linear ou um polinômio de ordem superior, cujos parâmetros são calibrados por meio
de técnicas de regressão. Quando a correlação é altamente não linear, porém, a regra de liberação pode
ser melhor descrita por uma rede neural artificial ou por um sistema baseado em regras fuzzy.

Neste trabalho, dois modelos baseados em OEI são aplicados: o modelo OEI-SURF que, em
vez de uma equação de regressão, interpola uma superfície bidimensional aos dados; e o modelo
OEI-ANFIS que usa um sistema neuro-fuzzy a fim de desenvolver o conjunto de regras operacionais.

O modelo de otimização determinística assume que o principal objetivo da operação é encon-
trar as alocações mensais de água do reservatório que melhor satisfazem as respectivas demandas sem
comprometer o sistema. A função objetivo é a soma dos desvios quadrados entre liberações e deman-
das e as restrições são a equação da continuidade do reservatório junto com as de limites inferiores e
superiores para armazenamentos, liberações e vertimentos:

minimizar Z =
N

∑
t=1

[
R(t)−D(t)

D(t)

]2

(1)
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sujeito a

S(t) = S(t−1)+ I(t)−E(t)−R(t)−Sp(t); ∀t (2)

0≤ R(t)≤ D(t); ∀t (3)

Sdead ≤ S(t)≤ Smax; ∀t (4)

Sp(t)≥ 0; ∀t (5)

onde t é o índice do mês; N é o horizonte de operação em meses; R(t) e D(t) são, respectivamente,
liberação e demanda no mês t; S(t) é o armazenamento no reservatório no final do mês t (quando
t = 1, S = S0, o armazenamento inicial); I(t) e E(t) são, respectivamente, os volumes de afluência
e evaporação durante o mês t; Sdead e Smax são, respectivamente, o volume morto e a capacidade do
reservatório; e Sp(t) é o volume que eventualmente vertirá do reservatório no mês t. Esse modelo
representa um problema de programação quadrática (PQ). Celeste e Billib (2010) propuseram uma
forma de resolvê-lo de modo que o vertimento não ocorra quando o armazenamento é menor do que
a capacidade do reservatório.

2.1.1 – Modelo OEI-SURF

O modelo OEI-SURF inicialmente agrupa por mês (janeiro até dezembro) os dados operacio-
nais ótimos obtidos da otimização determinística. Isso é feito condicionando a liberação ao armazena-
mento do reservatório no início do mês e à afluência do mês. Em vez de ajustar uma equação, como
feito nos modelos usuais de OEI, uma superfície bidimensional na forma z(x,y) é interpolada aos
dados, na qual z, x, e y representam liberação, armazenamento inicial e afluência, respectivamente.

A modelagem da superfície é realizada por uma rotina especial criada para o software de compu-
tação numérica MATLAB que ajusta superfícies bidimensionais à dados dispersos (D’Errico 2005).
Essa rotina pode manipular dados com repetições e pontos colineares bem como extrapolar suave-
mente para além da envoltória convexa dos mesmos. A superfície representa, tanto quanto possível,
o comportamento dos dados fornecidos permitindo também que sejam ruidosos. Tal processo pode
ser capaz de melhor explicar a alta não linearidade presente nos dados em comparação com modelos
OEI que usam apenas regressão.

2.1.2 – Modelo OEI-ANFIS

Este modelo (Celeste et al. 2010) é baseado numa estratégia que combina redes neurais arti-
ficiais (RNAs) e lógica fuzzy chamada de sistema de inferência neuro-fuzzy adaptativo (ANFIS, da
abreviação em inglês) criada por Jang (1993).

Em vez de derivar curvas-guia, o modelo OEI-ANFIS investiga os dados de cada mês a fim de
desenvolver um conjunto de regras operacionais “SE-ENTÃO” da forma:

Regra i





SE S(t−1) é Ai E I(t) é Bi

ENTÃO R(t) = fi (S(t−1), I(t))
(6)

Esta é uma representação do chamado método de inferência fuzzy de Takagi-Sugeno (Sugeno
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Figura 2 – Exemplo de função de pertinência fuzzy

1985) em que os antecedentes (variáveis de entrada) são S(t − 1) e I(t) e o consequente (variável
de saída) é R(t), definida por uma função fi das entradas (geralmente linear ou constante). Ai e Bi

são valores linguísticos definidos por conjuntos fuzzy para a i-ésima regra. Por exemplo, a variável
armazenamento pode ser categorizada nos três conjuntos diferentes de valores linguísticos BAIXO,
MÉDIO e ALTO, como mostrado na Figura 2. O grau em que um elemento pertence a qualquer um
destes conjuntos fuzzy é medido por um número entre 0 e 1, definido por uma função de pertinência.
Na Figura 2, um valor de armazenamento igual a 70 tem pertinências de 0,0, 0,2 e 0,8 para os con-
juntos BAIXO, MÉDIO e ALTO, respectivamente. Podemos dizer, portanto, que um armazenamento
de 70 é mais ALTO do que MÉDIO, mas definitivamente não é BAIXO.

Cada regra i tem um chamado grau de disparo (firing strength) wi dado neste trabalho pelo
operador produto:

wi = µAi (S(t−1)) ·µBi (I(t)) (7)

onde µAi (S(t−1)) e µBi (I(t)) são, respectivamente, as funções de pertinência de S(t−1) e I(t).
A alocação final R(t) do reservatório para uma dada combinação de S(t−1) e I(t) é obtida pela

média ponderada (defuzzificação) das alocações fornecidas por cada regra, utilizando-se o grau de
disparo como peso:

R(t) =
∑i wi fi (S(t−1), I(t))

∑i wi
(8)

O modelo neuro-fuzzy OEI-ANFIS usa um algoritmo de aprendizado baseado em RNAs para
encontrar automaticamente as formas das funções de pertinência de Ai e Bi, os parâmetros da função
de mapeamento fi, bem como o número de regras. O algoritmo ANFIS utilizado neste estudo é parte
do Fuzzy Logic Toolbox do MATLAB.
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2.2 – Modelo de parametrização-simulação-otimização

A técnica de OEI tenta encontrar uma forma para a curva-guia do reservatório através da
exploração dos dados operacionais gerados pela otimização. De modo diferente, parametrização-
simulação-otimização começa com a forma da curva já estabelecida e definida por alguns parâmetros.
Um conjunto de valores iniciais para os parâmetros é escolhido e a operação do reservatório é si-
mulada perante uma série longa de afluências (ou vários cenários) usando a regra pré-definida como
política operacional. Os parâmetros são alterados e, em seguida, o reservatório é operado novamente
para os mesmos cenários. Este processo continua até que a combinação de parâmetros que fornece o
melhor desempenho operacional seja atingida (Figura 3).

No processo de PSO, o modelo de simulação é responsável pela operação do reservatório se-
gundo a regra operacional em consideração. Esse modelo é usado como um sub-modelo de um
modelo de programação não linear encarregado de otimizar as variáveis de decisão, ou seja, os pa-
râmetros da regra. No processo de calibração, uma combinação parâmetros é passada do modelo de
otimização para o de simulação de modo a obter alguma medida de desempenho (função objetivo). O
valor da função objetivo é retornado ao modelo de otimização que rearranja os parâmetros de acordo
com a melhora do valor da função objetivo. O processo é repetido até que uma melhora no valor
da função objetivo não seja mais possível. O modelo de otimização utilizado nesta pesquisa é um
método de busca direta (Conn et al. 1997). A função objetivo assumida é a soma dos quadrados dos
desvios entre alocação e damanda (Equação 1).

O modelo baseado em PSO apresentado neste trabalho (e chamado de PSO-2dHDG) usa uma
regra que estabelece uma correlação bidimensional entre liberação, armazenamento e afluência como
mostrado na Figura 4. A regra aplica hedging (ou proteção: restringir a liberação imediata de água a
fim de preservá-la e mitigar possíveis secas futuras) quando uma combinação entre armazenamento
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útil e afluência,
√

[S(t−1)−Sdead]2 + I(t)2, se encontra abaixo de um dado valor, hdg(τ):

Caso 1 (aplicar hedging):




Se
√

[S(t−1)−Sdead]2 + I(t)2 ≤ hdg(τ)

então R(t) = D(t)

[√
[S(t−1)−Sdead]2 + I(t)2

hdg(τ)

]m(τ) (9)

Caso 2 (liberar demanda):




Se
√

[S(t−1)−Sdead]2 + I(t)2 > hdg(τ)

então R(t) = D(t)
(10)

Esse modelo tem 24 parâmetros a serem calibrados, quais sejam hdg(τ) e m(τ) para cada mês
τ = 1, . . . ,12. As restrições aos parâmetros são:

hdg(τ)> 0;∀τ (11)

0≤ m(τ)≤ 1;∀τ (12)

2.3 – Modelo de programação dinâmica estocástica

A função recursiva F do modelo de PDE empregado é:

Fn
t (S(t−1), I(t)) = minimizar

S(t)viável

[
Z + ∑

I(t+1)
PI(t+1)F

n−1
t+1 (S(t), I(t +1))

]
(13)
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onde t é o mês atual e n é o número total de meses remanescentes. O armazenamento inicial S(t−1)
e a afluência atual I(t) são as variáveis de estado, enquanto que o armazenamento final S(t) é a
variável de decisão. Z é a função objetivo da Equação 1 (para o mês atual) e PI(t+1) é a probabilidade
incondicional de transição da afluência (sem correlação entre afluências consecutivas).

Armazenamento e afluência são discretizados em 100 classes cada, de acordo com a Figura 5.
O estudo de caso está localizado em uma região semiárida e os dados de afluências históricas têm
limite inferior igual a zero. Daí, a primeira classe da variável de estado afluência é representada pelo
valor zero. A última classe não tem limite superior e é representada pela afluência histórica máxima
do mês correspondente. A primeira classe da variável de estado armazenamento tem limite inferior
igual a Sdead e a última classe tem limite superior igual a Smax como mostrado na Figura 5.

3 – APLICAÇÃO, RESULTADOS E DISCUSSÃO

3.1 – Estudo de caso

O estudo de caso deste trabalho foi o reservatório Epitácio Pessoa, mais conhecido como açude
Boqueirão (412 hm3), localizado no município paraibano de Boqueirão na sub-bacia hidrográfica do
Alto Paraíba, que juntamente com as sub-bacias do Taperoá e do Médio e Baixo Paraíba constituem
a Bacia Hidrográfica do Rio Paraíba. O açude é o segundo maior do Estado e abastece a cidade de
Campina Grande, a 45 km de distância, além de outros vários municípios da região (mais de 400 mil
habitantes).

Os dados de evaporação média mensal, afluências e a curva área-volume para o sistema foram
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obtidos da Agência Executiva de Gestão das Águas do Estado da Paraíba (AESA). Uma vez que não
existem medidores de vazão na região, a AESA forneceu uma série pseudo-histórica de afluências
mensais, gerada a partir de modelos de precipitação-vazão.

Os diversos cenários de afluências necessários no procedimento de OEI foram obtidos a partir
da extensão da série histórica através do chamado Método dos Fragmentos (Svanidze 1980). Celeste
et al. (2007ab) mostraram que este modelo de geração estocástica de vazões mantém adequadamente
as principais propriedades estatísticas dos dados históricos nas séries sintéticas de dados de rios inter-
mitentes, inclusive a percentagem de zeros nas vazões dos meses mais secos.

Um conjunto de 20 cenários para calibração, juntamente com outro conjunto de 20 cenários para
validação dos modelos foram utilizados. Cada cenário tinha uma série de 26 anos de afluências men-
sais. A série de vazões pseudo-históricas tem 80 anos de dados mensais. Para se obter 20 cenários,
cada um deles com 26 anos, 520 anos de dados foram necessários para ambos os conjuntos de cali-
bração e validação. Cinquenta e quatro anos da série histórica foram incluídos na série de calibração
e os remanescentes 26 anos foram incluídos na série de validação. Os restantes (520–54 =) 466 anos
e (520–26 =) 494 anos de dados necessários para a calibração e validação foram, respectivamente,
gerados através do Método dos Fragmentos.

A demanda mensal de água foi assumida como sendo a vazão regularizada do reservatório com
85% de garantia, calculada com base nos dados de vazões históricas obtidos da AESA. Isso porque
era desejado observar muitas situações de escassez e comparar como os modelos lidariam com as
mesmas.

3.2 – Regras operacionais definidas pelos modelos de OEI

Na calibração dos modelos de OEI, depois de operar o reservatório perante cada cenário de
afluência através de otimização determinística, os primeiros e os últimos três anos de dados foram
rejeitados para evitar a influência das condições de contorno (armazenamentos inicial e final do re-
servatório). Assim, apenas os resultados de 20 anos de dados (em cada cenário) foram utilizados para
ajustar as curvas-guia.

Meses secos de regiões semiáridas geralmente contêm muitos valores de afluências iguais a
zero. Os meses de agosto a dezembro mostraram-se secos tendo em vista que mais de 70% dos seus
valores de afluências foram nulos. Dessa forma, as regras de operação para estes meses correlaciona-
ram apenas liberação e armazenamento.

A Figura 6 mostra exemplos de curvas-guia geradas pelo modelo OEI-SURF para um mês
úmido (abril) e um seco (agosto). No caso do OEI-ANFIS, 70% dos dados de entrada (oriundos
do processo de otimização) para cada mês foram utilizados para o treinamento da RNA e os res-
tantes 30% foram usados como dados de verificação. No programa do MATLAB, é necessário pré-
selecionar o tipo e o número de funções de pertinência (FPs) para os antecedentes (armazenamento e
afluência) e o tipo de FP para o consequente (liberação). Este estudo utilizou FPs triangulares para as
entradas e uma FP constante para a saída do sistema de inferência fuzzy de Takagi-Sugeno. O número
de funções de pertinência da entrada foi calibrado por tentativa e erro para o erro mínimo dos dados
de verificação. Este foi diferente para cada mês. A Figura 7 mostra as FPs do armazenamento e da
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Figura 6 – Curvas-guia ajustadas aos dados operacionais ótimos (representados pelos pontos) através
do modelo OEI-SURF para (a) abril e (b) agosto

Figura 7 – Funções de pertinência para o mês de abril encontradas pelo modelo OEI-ANFIS. Os
nomes das variáveis linguísticas são automaticamente escolhidos pelo MATLAB

afluência definidas para o mês de abril.

3.3 – Regras operacionais definidas pelo modelo de PSO

Durante a calibração do modelo PSO-2dHDG, os 20 cenários de afluência foram na realidade
combinados em uma única série de (20× 26 =) 520 anos para ser usada no processo de simulação
do modelo. Novamente, os primeiros e últimos três anos de dados operacionais foram descartados no
cálculo da função objetivo. A Tabela 1 mostra os parâmetros calibrados.

3.4 – Regras operacionais definidas pelo modelo de PDE

O modelo de PDE foi resolvido a fim de encontrar uma política de operação de equilíbrio que
fornecesse a meta ótima de armazenamento final no reservatório condicionada ao armazenamento
inicial e à afluência atual prevista. A Figura 8 representa uma política típica encontrada para o mês
de abril.
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Tabela 1 – Parâmetros calibrados pelo modelo PSO-2dHDG

Jan Fev Mar Abr Mai Jun
hdg (hm3) 390,05 403,35 361,04 336,85 360,27 388,00

m 0,20 0,18 0,21 0,26 0,27 0,26
Jul Ago Set Out Nov Dez

hdg (hm3) 391,01 397,86 395,19 393,73 398,83 387,95
m 0,26 0,25 0,24 0,23 0,21 0,21

Figura 8 – Política operacional de equilíbrio para abril encontrada pelo modelo de PDE
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3.5 – Validação das regras operacionais e discussão dos resultados

Após a construção, as regras de liberação foram aplicadas para operar o reservatório usando
os 20 cenários de afluências mensais de validação (chamados de valid-1, valid-2 até valid-20). Para
comparação, a chamada política de operação padrão (SOP – standard operating policy) e o modelo de
otimização determinística (seção 2.1) também foram utilizados para operar o sistema sob os mesmos
cenários.

Para reservatórios de abastecimento, a SOP é a regra de operação mais simples (Draper e Lund
2004; Hashimoto et al. 1982). A demanda deve ser satisfeita sempre que houver água suficiente, caso
contrário todo o armazenamento é liberado para satisfazer as demandas o máximo possível. Uma vez
que não retém água para uso futuro, a SOP poderá causar períodos de déficits graves durante as secas.
Em tais casos, os operadores preferem aplicar hedging (seção 2.2).

O modelo determinístico usou o conjunto de afluências como previsões perfeitas (será referen-
ciado, portanto, como modelo OTM-PERF). A operação do sistema sob previsão perfeita fornece as
liberações ideais que deveriam ser empregadas para todos os meses dentro do horizonte de 26 anos
de operação. Isso acontece porque, nesta situação, o modelo tem conhecimento de todas as afluências
mensais futuras. Assim, as soluções do modelo de otimização com previsão perfeita foram usadas
como benchmark.

O índice de vulnerabilidade a seguir foi usado para comparar as diferentes abordagens:

Vul =
1
N

N

∑
t=1

[
R(t)−D(t)

D(t)

]2

(14)

Os valores de vulnerabilidade para todas as simulações estão apresentados na Tabela 2. A
Figura 9 mostra a operação para a série de afluências valid-8 de acordo com o modelo de otimização
determinística sob previsão perfeita (OTM-PERF). As figuras 9-14 mostram operações para a mesma
série, quando as regras de operação derivadas pela SOP, PDE e pelos modelos OEI-SURF, OEI-
ANFIS e PSO-2dHDG foram seguidas.

Os resultados indicam que a otimização sob previsão perfeita (Figura 9) preferiu racionar, i.e.,
aplicar hedging, antes de períodos de déficits de forma a mitigar uma situação crítica que poderia
ocorrer se toda demanda fosse atendida, o que aconteceu quando a SOP foi aplicada (Figura 10).
O modelos de OEI e PSO forneceram alocações semelhantes. A última linha da Tabela 2 mostra a
classificação dos modelos em termos de menores índices de vulnerabilidade para os vários cenários
como um todo. Os modelos OEI-SURF, PSO-2dHDG e OEI-ANFIS apresentaram, nesta ordem,
as menores vulnerabilidades. No caso do cenário valid-8, por exemplo, enquanto que a SOP e a
PDE produziram, respectivamente, 219,89% e 96,19% a mais de vulnerabilidade do que o valor da
otimização, os modelos OEI-SURF, OEI-ANFIS e PSO-2dHDG forneceram apenas 38,69%, 62,40%
e 40,87% a mais de déficit, respectivamente. Isso sugere que os resultados dos modelos de OEI e de
PSO foram bastante satisfatórios uma vez que estes têm informação apenas sobre o armazenamento
inicial e a afluência prevista para o mês atual para decidir sobre a alocação deste mês, ao passo que o
modelo OTM-PERF tem conhecimento das vazões para todo o horizonte e, portanto, meios de definir
políticas superiores.
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Tabela 2 – Vulnerabilidades para todos os modelos e cenários de validação

OTM-PERF SOP PDE OEI-SURF OEI-ANFIS PSO-2dHDG
valid-1 0,1384 0,2925 0,2256 0,1733 0,1733 0,1675
valid-2 0,0848 0,1594 0,1362 0,1165 0,1170 0,1127
valid-3 0,0696 0,1351 0,0937 0,0738 0,0747 0,0767
valid-4 0,0518 0,1324 0,1167 0,0679 0,0787 0,0672
valid-5 0,0515 0,0956 0,0850 0,0678 0,0712 0,0689
valid-6 0,0986 0,2145 0,1748 0,1389 0,1390 0,1401
valid-7 0,2498 0,3550 0,3154 0,2990 0,3014 0,2963
valid-8 0,0367 0,1174 0,0720 0,0509 0,0517 0,0596
valid-9 0,1312 0,2249 0,1849 0,1496 0,1558 0,1463
valid-10 0,0219 0,0809 0,0491 0,0351 0,0355 0,0413
valid-11 0,0092 0,0467 0,0387 0,0313 0,0338 0,0381
valid-12 0,0389 0,1104 0,0919 0,0525 0,0599 0,0526
valid-13 0,0720 0,1991 0,1229 0,0846 0,0905 0,0878
valid-14 0,0243 0,0670 0,0387 0,0369 0,0434 0,0441
valid-15 0,0290 0,0836 0,0629 0,0412 0,0412 0,0454
valid-16 0,0000 0,0000 0,0043 0,0081 0,0083 0,0097
valid-17 0,0597 0,1636 0,1227 0,0973 0,1040 0,0952
valid-18 0,0397 0,1014 0,0814 0,0544 0,0545 0,0528
valid-19 0,0214 0,0693 0,0494 0,0292 0,0304 0,0340
valid-20 0,0008 0,0125 0,0133 0,0180 0,0194 0,0220
Classificação de Desempenho* 5 4 1 3 2
(*menor número = melhor desempenho)
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Figura 9 – Operação do reservatório sob cenário valid-8 via otimização com previsão perfeita
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Figura 10 – Operação do reservatório sob cenário valid-8 via SOP
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Figura 11 – Operação do reservatório sob cenário valid-8 via PDE

20 40 60 80 100 120 140 160 180 200 220 240
0

2

4

6
x 10

8

Month

S
to

ra
g

e
 (

m
3
)

20 40 60 80 100 120 140 160 180 200 220 240
0

2

4

6

8
x 10

6

Month

W
a

te
r 

V
o

lu
m

e
 (

m
3
)

Allocation

Demand

Storage
Capacity
Dead Storage

Figura 12 – Operação do reservatório sob cenário valid-8 via modelo OEI-SURF
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Figura 13 – Operação do reservatório sob cenário valid-8 via modelo OEI-ANFIS
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Figura 14 – Operação do reservatório sob cenário valid-8 via modelo PSO-2dHDG
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4 – CONCLUSÃO

Este trabalho investigou a aplicação de duas abordagens estocásticas implícitas na construção
de regras mensais de operação para um reservatório na Paraíba. As regras determinadas pelos três
modelos testados, que lidam implicitamente com as incertezas das afluências, foram comparadas com
as obtidas por programação dinâmica estocástica, na qual as incertezas são consideradas de maneira
explícita. A política de operação padrão também foi usada na comparação e os resultados operacionais
de um modelo de otimização sob previsão perfeita foram tomados como referência. Os resultados
mostraram que os modelos de OEI e de PSO obtiveram melhor desempenho do que a SOP e a PDE
e também forneceram regras de liberação semelhantes às encontradas pelo modelo OTM-PERF. Isso
sugere que otimização estocástica implícita e parametrização-simulação-otimização podem ser boas
alternativas à utilização de PDE para a construção de regras operacionais de reservatórios perante
incertezas.
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