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1. INTRODUÇÃO 

 Avanços na compreensão, modelagem e estimativa de extremos climáticos são necessários 

para garantir a resiliência da sociedade (SILLMANN et al., 2017). A análise de frequência de cheias 

está inclusa neste contexto, uma vez que é fundamental nos projetos de infraestrutura hidráulica e 

avaliação de risco hidrológico (HAILEGEORGIS; ALFREDSEN, 2017; VENEZIANO et al., 2006). 

Ainda, mudanças climáticas e outras atividades antropogênicas estão afetando o ciclo hidrológico 

(PACHAURI et al., 2014). Algumas dessas mudanças são causadas devido ao aumento da 

temperatura da superfície terrestre observado nas últimas décadas (BARNETT et al., 1999; 

MAZDIYASNI; AGHAKOUCHAK, 2015), mudanças em padrões de circulação da atmosfera 

(MILLY et al., 2008, 2015), urbanização (VOGEL et al., 2011), práticas agrícolas (FOUFOULA-

GEORGIOU et al., 2015) e regularização com reservatórios (RÄSÄNEN et al., 2017). Assim, é 

possível que premissas de estacionariedade das séries temporais usualmente adotada para análise de 

frequência de cheias sejam violadas (PETROW; MERZ, 2009; READ; VOGEL, 2016; VOGEL et 

al., 2015) 

 Montanari e Koutsoyiannis (2014) sugerem o uso de relações determinísticas capazes de 

explicar a evolução de um processo ao longo do tempo antes de assumi-lo como não estacionário. 

Isso se deve à incerteza associada à detecção e estimativa de tendências em séries históricas, bem 

como à incerteza intrínseca ao se extrapolar mudanças para o futuro (SERAGO; VOGEL, 2018). 

Mesmo quando o processo hidrológico é sabidamente não estacionário, ainda há incerteza adicional 

associada à análise de frequência derivada de modelos não estacionários – i.e., maior número de 

parâmetros e por consequência uma maior complexidade dos modelos. Portanto, ainda não há um 

consenso na comunidade científica quanto ao uso de modelos não estacionários. 

 Modelos não estacionários têm sido amplamente utilizados para lidar com mudanças no 

regime de extremos hidroclimáticos em todo o mundo (e.g., CHENG et al., 2014; CHENG; 

AGHAKOUCHAK, 2014; LUKE et al., 2017; RAGNO et al., 2019, 2018; VOGEL et al., 2011). 

Tradicionalmente, estes modelos assumem que os parâmetros da distribuição de extremos como uma 

função do tempo, i.e., o tempo é a covariável utilizada para explicar a evolução do processo de 

interesse (e.g., cheias). Luke et al. (2017) analisou vazões máximas anuais nos Estados Unidos e 

concluiu que utilizar o tempo como covariável para não estacionariedade não é suficiente para 
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explicar as mudanças no regime de cheias. A incerteza associada a essa abordagem foi a maior 

limitação para a seleção do modelo não estacionário (LUKE et al., 2017). Por outro lado, quando 

processos físicos são usados como covariáveis na análise de frequência de extremos, modelos não 

estacionários apresentam performance superior quando comparados com a assunção de 

estacionariedade (RAGNO et al., 2019). Por exemplo, a análise de vazões máximas anuais pode ser 

feita utilizando percentual de urbanização na bacia hidrográfica como covariável física. Embora tenha 

mostrado resultados promissores, Ragno et al. (2019) foi conduzido em pequena escala, sem 

comparar diretamente os modelos baseados em processos físicos com a covariável tradicionalmente 

adotada (i.e., tempo). Além disso, o impacto das incertezas na performance dos modelos não foi 

levado em consideração.  

 Portanto, este trabalho testou a hipótese de que a utilização de covariáveis físicas (i.e., 

informação climática) melhora a habilidade de modelos não estacionários em descrever 

estatisticamente o regime de cheias. Para isso, foram utilizadas séries de vazões máximas anuais de 

385 bacias hidrográficas brasileiras para o período de 1980-2018. Comparou-se a performance da 

distribuição generalizada de valor extremo (GEV) em sua forma clássica estacionária e com a não 

estacionária, onde utilizou-se como covariável o tempo e covariáveis climátcas (i.e., chuva, 

temperatura média anual e El Niño Oscilação do Sul). Além disso, o impacto da incerteza associada 

a estimativa dos parâmetros da distribuição GEV na performance dos modelos foi levado em 

consideração.  

2. METODOLOGIA 

2.1 Área de Estudo e Dados Hidrometeorológicos 

 Foram utilizados dados diários de vazão disponibilizados na versão brasileira da base de dados 

Catchment Attributes and Meteorology for Large-Sample Studies (CAMELS-BR; CHAGAS et al., 

2020), que compreende dados fluviométricos de 3679 bacias hidrográficas do Brasil. Neste estudo, 

foram utilizados apenas séries de bacias hidrográficas com dados disponíveis no período de 1980-

2018 (39 anos). Adicionalmente, similar a Papalexiou e Koutsoyiannis (2013), foram descartadas 

bacias hidrográficas com percentual de falhas superior a 30% nos anos com os 40% menores valores 

de vazão máxima diária anual (annual maximum series – AMS). Este processo de seleção resultou 

em 385 bacias hidrográficas (Figura 1).  

Figura 1 - Localização das 385 bacias hidrográficas selecionadas para este estudo, classificadas de acordo com suas 
respectivas regiões hidrográficas. As linhas pretas indicam o limite territorial do Brasil e as linhas cinzas os cursos da 
água. 
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 Além das séries de vazões máximas anuais (AMS) necessárias para a análise de frequência de 

cheias, foram estabelecidas as séries das covariáveis a serem utilizadas. A chuva total anual e a 

temperatura média anual foram calculadas a partir de dados diários também disponíveis na base de 

dados CAMELS-BR, que são produtos do NOAA Climate Prediction Center (CPC; grade de 0,5° x 

0,5°). O índice El Niño Oscilação do Sul são as médias anuais das anomalias de temperatura da 

superfície do Oceano Pacífico equatorial correspondente a região 5N-5S,150W-90W (NOAA CPC; 

https://www.cpc.ncep.noaa.gov/data/indices/ersst5.nino.mth.91-20.ascii, grade de 2° x 2°). 

2.2 Análise de Frequência de Cheias 

 A distribuição generalizada de valor extremo (GEV) foi utilizada na análise de frequência de 

cheias. A função de densidade de probabilidade (PDF) da distribuição GEV, 𝑓(𝑥), é:  
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em que 𝜇 é o parâmetro de localização,  𝜎 é o parâmetro de escala e 𝜉 é o parâmetro de forma. 

 Foram considerados duas estruturas de modelos baseados na distribuição GEV: (i) modelo 

estacionário (ST), em que os parâmetros da distribuição de extremos são considerados como 

constantes; e (ii) modelo não estacionário (NS), no qual os parâmetros da distribuição de extremos 
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podem variar de acordo com uma covariável. Aqui, foi considerado um modelo NS com dependência 

linear entre a média e a covariável (𝑐௩) adotada, i.e., 

 𝜇௖ೡ
=  𝜇଴ + 𝛼 𝑐௩  (2)

em que 𝜇଴ e 𝛼 são os coeficientes linear e angular do modelo linear, respectivamente. Assim, o 

modelo ST possui três parâmetros a serem inferidos  = {μ, σ, ξ}, e o modelo NS possui quatro 

parâmetros,  = {μ0, α, σ, ξ}. Foram utilizadas como covariáveis o tempo (t), precipitação total anual 

(P), temperatura média anual (T) e o índice El Niño Oscilação do Sul (ENSO). Portanto, tem-se no 

total cinco modelos, i.e., uma formulação para o modelo ST e quatro formulações para o modelo NS 

(uma para cada covariável).  

 A estimativa dos valores dos parâmetros e a incerteza relativa a esta estimativa foram obtidas 

através de simulações de Monte Carlo via Cadeias de Markov (MCMC) com o algoritmo Differential 

Evolution Adaptive Metropolis (DREAM(ZS)) (VRUGT, 2016), que utiliza conceitos de estatística 

Bayesiana e evolução diferencial para calibração de modelos. O algoritmo foi executado com 3 

Cadeias de Markov e 8.000 iterações em cada cadeia, conforme sugerido por Luke et al. (2017). Para 

garantir que a distribuição a posteriori fosse estacionária, 50% dos valores inicias de cada cadeia 

foram descartados, resultando em uma distribuição a posteriori com 12.000 conjuntos de parâmetros. 

O primeiro elemento de cada Cadeia de Markov foi amostrado por meio de uma distribuição uniforme 

com limites estabelecidos de acordo com valores fisicamente coerentes para cada parâmetro, e a 

função de verossimilhança é a PDF da distribuição GEV. Como dados de entrada, foram fornecidas 

as AMS de cada bacia hidrográfica e as respectivas covariáveis para o período de 1980-2009, i.e., 

primeiros 30 registros da AMS. Os últimos 9 registros (2010-2018) de cada AMS foram reservados 

para avaliar o desempenho dos modelos (mais detalhes a seguir). 

 A Figura 2 ilustra um exemplo de AMS (linhas pretas) e suas respectivas séries de covariáveis, 

separadas de acordo com o período de calibração (área branca) e período de validação (área cinza) 

para a estação fluviométrica Itamaraju (55340000). 

Figura 2 – Série de vazões máximas anuais (linhas pretas) da estação fluviométrica Francisco Sá (55610000) e suas 

respectivas covariáveis climáticas (cores) para (a) temperatura média anual, (b) ENSO e (c) precipitação total anual. 

  

2.3 Seleção de Modelos 

  A avaliação de desempenho dos modelos foi conduzida de duas maneiras, ambas a partir das 

(a) (b) (c)
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amostras posteriores obtidas com o algoritmo DREAM(ZS). Primeiro, com a utilização dos critérios 

de informação de Akaike (AIC; SUGIURA, 1978) e de Bayes (BIC; SCHWARZ, 1978). Os critérios 

de informação se apoiam na premissa de que se dois modelos apresentam habilidade similar e 

satisfatória em representar um processo, o mais simples deve ser selecionado – conceito de 

parcimônia. Portanto, levam em consideração o desempenho do modelo e seu nível de complexidade 

(número de parâmetros) na seleção do melhor modelo, em que modelos mais complexos são mais 

penalizados.  

No segundo método, utilizou-se de um período independente do utilizado na calibração (i.e., 

validação) para testar a habilidade preditiva dos modelos, através dos últimos 9 registros de cada 

AMS. Para o modelo NS, duas abordagens foram consideradas: (i) extrapolação da tendência inferida, 

i.e., em que foi assumido que a média da GEV continuou aumentando ou diminuindo ao longo do 

período de validação; e (ii) utilização de um modelo estacionário atualizado (uST), em que são 

utilizados os valores dos parâmetros do modelo NS ao final do período de calibração – neste caso, a 

mudança observada na média da GEV é considerada, no entanto não é extrapolada. A habilidade 

preditiva dos modelos durante o período de validação foi avaliada através dos valores da função de 

verossimilhança para o conjunto ótimo de parâmetros (LMAP). Para contabilizar a incerteza, foram 

calculados valores médios da função de verossimilhança (LMÉD) considerando todos os 12.000 

conjuntos de parâmetros inferidos na calibração.  

2.4 Influência das Covariáveis no regime de Cheias 

 A análise da influência das covariáveis no regime de cheias foi feita a partir da distribuição a 

posteriori dos valores do coeficiente angular do modelo NS para cada covariável. Covariáveis foram 

consideradas estatisticamente significativas no regime de cheias se o intervalo 95% da distribuição a 

posteriori (valores entre os percentis 2,5 e 97,5) de 𝛼 concordarem com o sinal de mudança (i.e., o 

valor zero não se encontra nesse intervalo). 

3. RESULTADOS E DISCUSSÃO 

 Os resultados para o primeiro método utilizado para a análise de performance dos modelos 

(i.e., AIC e BIC) são apresentados na Figura 3. Intuitivamente, espera-se um maior suporte à seleção 

do modelo NS para bacias hidrográficas em que a covariável utilizada se demonstrou influente no 

regime de cheias – indicativo de não estacionariedade da AMS. A precipitação total anual foi a 

covariável com maior influência no regime de cheias ~76% das bacias hidrográficas, seguida pela 

temperatura média anual (~39%), tempo (~19%) e ENSO (~8%). Os resultados sugerem que, 

independentemente da covariável utilizada, quando sua influência é significativa, a seleção do modelo 
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NS é favorecida – alta frequência de altos valores de ΔAIC (Figura 3a) e ΔBIC (Figura 3b).  

Em geral, o AIC demonstrou um maior favorecimento para a adição de complexidade – em 

~92,5% das bacias hidrográficas algum dos modelos NS foi selecionado, enquanto o BIC foi mais 

conservador – selecionando algum dos modelos NS em ~79% das bacias hidrográficas– mas ainda 

assim o modelo NS foi fortemente preferido. Além de ter sido a covariável de maior influência no 

regime de cheias, a precipitação total anual também foi a covariável que forneceu os melhores 

resultados em termos de performance – o modelo NS que utiliza esta covariável foi fortemente 

preferido (~ 78% para o AIC e ~73% para o BIC). Embora a temperatura média anual também tenha 

mostrado influência no regime de cheias para um número considerável de bacias hidrográficas (150), 

esta covariável não apresentou resultados tão expressivos em termos de performance.  

Figura 3 - Suporte relativo à utilização do modelo ST para os critérios de informação de (a) Akaike (ΔAIC = AICୗ୘ −
AIC୑Í୒) e (b) Bayes (ΔBIC = BICୗ୘ − BIC୑Í୒). AICୗ୘(BICୗ୘) representa o valor do critério de informação do modelo 
ST e AIC୑Í୒(BIC୑Í୒) representa o valor do critério de informação do melhor modelo. Valores entre 0 e 2 indicam suporte 
considerável, 4 e 7 consideravelmente menor, e valores maiores que 10 indicam a inexistência de suporte para o modelo 
ST. Círculos com bordas são referentes a bacias hidrográficas em que a covariável se mostrou estatisticamente influente 
no regime de cheias com nível de confiança de 95%. Os histogramas em cada quadro mostram a frequência relativa dos 
valores de ΔAIC e ΔBIC para bacias hidrográficas em que a covariável não se mostrou influente (branco) e se mostrou 
influente (cinza) com nível de confiança de 95%. 

 

 Os resultados considerando um período diferente do utilizado na calibração são mostrados na 

Figura 4. Em geral, quando o desempenho ótimo do modelo é considerado (LMAP - Figura 4a), tem-
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se que independente da covariável utilizada, as extrapolações com o modelo NS tiveram maior 

habilidade preditiva. Embora todas as covariáveis tenham apresentado bons resultados, destaca-se 

novamente o modelo NS que utiliza chuva total anual como covariável sendo fortemente preferido 

em aproximadamente 80% das bacias hidrográficas. 

 Quando a incerteza associada a estimativa dos parâmetros da distribuição GEV é levada em 

consideração, os resultados encontrados dependem da covariável escolhida para análise de frequência 

de cheias. Por exemplo, quando o tempo é utilizado como covariável, tem-se que a incerteza associada 

a estimativa dos parâmetros impede sua seleção – i.e., houve uma diminuição do suporte ao modelo 

NS (Figura 4b, LMÉD). Este resultado é similar ao encontrado por outros autores que também 

utilizaram o tempo como covariável para análise de frequência de cheias (e.g., LUKE et al., 2017). 

Entretanto, quando covariáveis climáticas foram utilizadas, o modelo NS apresentou melhor 

desempenho na validação, mesmo levando em consideração a incerteza na estimativa dos parâmetros. 

Novamente, destaca-se o papel da precipitação total anual na análise de frequência de cheias, que 

resultou no modelo NS com melhor habilidade preditiva.  

Figura 4 – Percentual de bacias hidrográficas com melhor desempenho na validação para (a) valores da função de 
verossimilhança para o conjunto ótimo de parâmetros - LMAP e (b) valores médios da função verossimilhança - LMÉD. Os 
resultados estão separados de acordo com o tipo de modelo, i.e., ST (azul), uST (amarelo) e NS (vermelho) e por 
covariável, i.e., tempo (t), temperatura média anual (T), El Niño Oscilação do Sul (ENSO), e precipitação total anual (P). 

 

Como exceção, tem-se a covariável ENSO, que representa um fenômeno de circulação de 

larga escala. Neste caso, foram encontrados resultados similares a utilização do tempo como 

covariável, i.e., a utilização dessa informação não melhorou a habilidade preditiva do modelo. Como 

explicação para este resultado tem-se que a utilização de um modelo linear de tendência não foi o 

suficiente para explicar as relações existentes entre o ENSO e o regime de cheias no Brasil. Foi 

verificado também o desempenho dos modelos apenas para bacias regularizadas pela instalação de 

reservatórios (163 bacias hidrográficas - resultado não mostrado), e a performance dos modelos foi 

similar ao já discutido aqui. 

 A Figura 5 ilustra a influência da utilização de modelos ST, uST (parâmetros do modelo NS 

ao final do período de calibração) e NS (extrapolação de 10 anos para o tempo e consideração de um 

cenário hipotético em que o percentil 98 da covariável sofreu um aumento de 10% para covariáveis 

climáticas) para estação fluviométrica Itamaraju (55340000). 

(a) (b)
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Figura 5 – Curvas de Frequência, i.e., cheias associadas a diferentes períodos de retorno (Tr, em anos), e densidade de 
probabilidade para uma cheia de Tr = 100 anos para os modelos ST (azul), uST(amarelo) e NS (vermelho) para covariáveis 
(a) tempo, (b) temperatura média anual, (c) ENSO e (d) precipitação total anual para estação fluviométrica Itamaraju 
(55340000). Linhas cheias representam as estimativas para o conjunto ótimo de parâmetros, linhas tracejadas representam 
um intervalo de confiança de 95%, e as bolas pretas representam as observações para o tempo de retorno empírico 
(estacionário). 

 
4. CONCLUSÕES 

 Este trabalho testou a hipótese de que a utilização de covariáveis físicas (i.e., informação 

climática) melhora a habilidade de modelos não estacionários em descrever estatisticamente o regime 

de cheias. Foram utilizados dados de vazões máximas anuais de 385 bacias hidrográficas brasileiras, 

levando em consideração o impacto da incerteza dos parâmetros da distribuição GEV na performance 

dos modelos. Os resultados revelam que a seleção de modelos NS foi fortemente preferido quando a 

covariável utilizada apresenta uma influência significativa no regime de cheias. A precipitação total 

anual foi a covariável mais influente no regime de cheias e que proporcionou os melhores resultados 

em termos de performance dos modelos. A seleção de modelos baseada na utilização de um período 

independente do utilizado na calibração mostra que mesmo levando em consideração a incerteza 

associada a estimativa dos parâmetros da distribuição de extremos, a utilização de covariáveis 

climáticas, especialmente a precipitação total anual, foi fortemente preferida para a análise de 

frequência de cheias.  

Os resultados aqui encontrados permitem superar as principais limitações relatadas na 

literatura quanto ao uso de modelos NS que utilizam o tempo como covariável: (i) o acréscimo de 

incerteza promovido pela adição de complexidade (maior número de parâmetros), e (ii) a 

incapacidade de explicar adequadamente a evolução do regime de cheias (LUKE et al., 2017; 

(a)

(b)

(c)

(d)
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SERINALDI; KILSBY, 2015)). Para trabalhos futuros, recomenda-se que sejam testadas outras 

covariáveis além das utilizadas neste trabalho, e também a utilização de informação regional na 

calibração dos modelos, especialmente para o parâmetro de forma da distribuição de extremos.  
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